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Прогнозирование успешности студентов при смешанном  
обучении с использованием данных учебной аналитики 

Г. П. Озерова, Г. Ф. Павленко (Владивосток, Россия) 

Проблема и цель. Статья посвящена проблемам прогнозирования успешности студен-
тов, обучающихся с использованием online-платформ. Цель статьи – выявить особенности 
прогнозирования успешности студентов при смешанном обучении на основе данных учебной 
аналитики. 

Методология. Основными методами исследования являются: теоретический анализ и 
обобщение научно-исследовательских работ, теоретические и практические методы педагоги-
ческого исследования, методы статистической обработки эмпирических данных, методы ма-
шинного обучения и методы моделирования случайных событий. 

Результаты. Проведенное исследование выявило, что прогнозирование должно осу-
ществляться на основе критериев, определяющих успешность обучения, метрики для которых 
можно получить на основе данных учебной аналитики. Классификацию студентов на группы 
успешности по выбранным критериям необходимо проводить для каждого контрольно-измери-
тельного инструмента непосредственно после его выполнения студентами, чтобы своевре-
менно выявить обучающихся, нуждающихся в особом внимании со стороны преподавателя. Для 
прогнозирования успешности обучения других потоков студентов целесообразно накапливать 
информацию о динамике переходов обучающихся между группами успешности, используя дис-
кретные цепи Маркова. 

Заключение. Прогнозирование успешности студентов на основе данных учебной анали-
тики позволяет выделить обучающихся «группы риска», предсказывать распределение студен-
тов по группам успешности и при необходимости корректировать учебно-методические мате-
риалы. 
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(LMS) в образовательный процесс [1, с. 4]. 
В  России самой популярной системой с откры-
тым и сходным кодом является Moodle, ее ис-
пользуют более 65 % вузов. В ряде универси-
тетов внедрена Blackboad, самая распростра-
ненная в мире система с закрытым исходным 
кодом. LMS поддерживает вовлечение студен-
тов в учебный процесс, создает условия для 
активного взаимодействия студентов и препо-
давателей, осуществляет сбор данных о пове-
дении обучающихся на online платформе [2, 
c. 3–4]. Наличие системы организации обуче-
ния, достижения в области статистики, быст-
рое развитие программных и аналитических 
методов, а также возможность применения 
принципов бизнес-аналитики к процессу обу-
чения, привели к появлению учебной анали-
тики как одного из наиболее перспективных 
направлений исследований в области компью-
терной поддержки образования [3, с. 298].  

Учебная аналитика – это измерение, 
сбор, анализ и представление данных об обу-
чающихся и их действиях с целью понимания 
и оптимизации учебного процесса и той 
среды, где это этот процесс происходит [4, 
с.  336–337]. Анализ таких данных позволяет 
контролировать регулярность занятий слуша-
теля, осуществлять мониторинг его успеваемо-
сти, следить за ходом выполнения контроль-
ных заданий [5, c. 145]. В последние годы учеб-
ная аналитика послужила концептуальной ос-
новой для анализа образовательных данных 
online курсов [6], прогнозирования успешности 
обучающихся [9–25], сбора данных об их пове-
дении и своевременного вмешательства препо-
давателя в процесс обучения [7].  

В данной работе проверяется гипотеза о 
том, что при смешанной модели данные учеб-
ной аналитики LMS наряду с экспертным мне-
нием преподавателя позволяют прогнозиро-
вать успешность студентов. Понятие «успеш-

ность обучения» имеет разную трактовку, не-
которые ученые связывают его с успеваемо-
стью студентов, Б. Г. Ананьев определяет его 
как «оптимальное сочетание темпа, напряжен-
ности, индивидуального своеобразия (стиля) 
учебной работы, степени прилежания и уси-
лий, которые прилагает обучаемый для дости-
жения определенных результатов» [8, c. 442].  

На основе данных учебной аналитики 
LMS можно получить большой массив эмпи-
рических данных о поведении студента на 
online платформе, определяющих вовлечен-
ность, непрерывность, результативность, са-
мостоятельность и другие аспекты учебной 
деятельности студента [9, с. 9]. Модели про-
гнозирования только на основе этих данных 
позволяют соотнести текущую деятельность 
обучающегося с его будущими перспекти-
вами, например, «забросить учебу» или полу-
чить высокий итоговый результат. В [10, c. 41] 
отмечается, что такую диагностику необхо-
димо проводить как можно раньше, чтобы у 
преподавателей было достаточно времени для 
проведения образовательных мероприятий, 
способствующих повышению успешности 
обучения студента.  

Одной из возможностей учебной анали-
тики является накопление данных о поведении 
студентов, обучавшихся в предыдущие вре-
менные периоды. Это позволяет выделить 
группы студентов со сходным поведением и 
при прогнозировании учитывать накопленный 
«опыт», а не только текущую информацию о 
деятельности студента [11].  

В работе [12] отмечается, что для про-
гнозирования чаще всего используются ли-
нейные модели, такие как линейная регрессия 
[13–15] и логистическая регрессия [16] из-за 
их простоты и возможности интерпретировать 
линейные закономерности между данными 
учебной аналитики и достижениями студен-
тов. В [13] авторы использовали online данные 
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о поведении более 220 студентов инженерных 
специальностей для изучения факторов, влия-
ющих на успешность их обучения. В [14] опи-
сывается методика прогнозирования про-
гресса студентов средствами регрессионного 
анализа на основе более 20 эмпирических по-
казателей. В работе [15] на основе k-medoids 
кластеризации студенты были разделены на 
группы успешности выполнения самостоя-
тельной работы. Затем на основе регрессион-
ных моделей сформулированы стратегии под-
держки студентов каждой группы. 

Метод опорных векторов (Supported 
Vector Machine), относящийся к алгоритмам 
линейного машинного обучения с учителем, в 
контексте прогнозирования использовался для 
нескольких целей [17; 18]. Например, в [17] 
авторы прогнозируют отсев обучающихся на 
массовых открытых онлайн курсах платформ 
Coursera и EdX. В [18] метод применяется для 
прогнозирования готовности студента выпол-
нить контрольное задание. 

Другим методом прогнозирования явля-
ется использование деревьев решений 
(Decision Trees). В [19] с помощью интеллек-
туального анализа данных и деревьев решений 
выделяется несколько моделей поведения сту-
дентов при online обучении, которые опреде-
ляют способ взаимодействия обучающегося с 
содержимым, его длительность и перспективу 
завершения online курса. В [20] предлагается 
классификационная модель для выявления 
студентов, которые могут «забросить» учебу в 
течение одной недели. Для моделирования ис-
пользуется байесовский классификатор и ал-
горитм С 4.5 построения дерева решений. Ре-
зультаты исследования показали, что коэффи-
циент удержания был бы выше, если бы пре-
подаватели своевременно вмешивались в про-
цесс обучения на основе результатов прогно-
зирования.  

В работах [21] для прогнозирования ис-
пользовался алгоритм «случайный лес» 
(Random Forest), суть которого заключается в 
использовании большого количества деревьев 
решения, каждое из которых само по себе дает 
очень невысокое качество классификации, но 
за счет их большого количества получается 
хороший результат [12]. Пример использова-
ния алгоритма для прогноза отсева обучаю-
щихся показан в работе [21]. Авторы разрабо-
тали разные модели деревьев решений, в том 
числе Random Forest, оценили точность про-
гноза и показали, что использование послед-
ней улучшает точность прогноза до 91 %. 
Также были отмечены проблемы с производи-
тельностью и масштабированием модели. 

В работе [5] прогнозирование выполня-
ется на основе вероятностной марковской мо-
дели. Авторами предлагается отслеживать ин-
дивидуальные траектории прохождения слу-
шателями курса и на их основе определять ве-
роятности переходов между группами слуша-
телей по успеваемости в процессе обучения. 
Это позволяет предсказывать результаты вы-
полнения заданий курса разными категориями 
обучающихся.  

Кроме перечисленных методов для 
прогнозирования успешности обучения на 
основе данных учебной аналитики использу-
ются нейронные сети [22], общие байесов-
ский сети [23], модели Probabilistic Soft 
Logic [24], классификационные модели ма-
шинного обучения [25].  

Определенная часть элементов учебного 
процесса при смешанном обучении может 
быть полностью реализована на online плат-
форме. Прежде всего, это самостоятельная ра-
бота студентов, а также выполнение различ-
ных контрольно-измерительных мероприятий 
текущего и промежуточного контроля. Для 
оценки качества самостоятельной работы при-
меняется совокупность показателей [26, 
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с.  141–142], которые при смешанном обуче-
нии могут быть рассчитаны на основе данных 
учебной аналитики. Учебную аналитику ис-
пользуют и для анализа выполнения студен-
тами контрольно-измерительных заданий [27, 
с. 566]. Кроме того, при смешанном обучении 
преподаватель может непосредственно 
наблюдать за студентами на аудиторном заня-
тии, его экспертные оценки могут дополнить 
данные для прогнозирования успешности обу-
чения, что позволит улучшить прогнозирую-
щие характеристики моделей.  

Целью данной работы является выявле-
ние особенностей прогнозирования успешно-
сти обучения студентов для дисциплин, реали-
зуемых по технологии смешанного обучения. 

 
Методология исследования 
Основными методами исследования яв-

ляются: теоретический анализ и обобщение 
научно-исследовательских работ, теоретиче-
ские и практические методы педагогического 
исследования, методы статистической обра-
ботки эмпирических данных, методы машин-
ного обучения и методы моделирования слу-
чайных событий. 

Эмпирическая база. В исследовании ис-
пользовались данные учебной аналитики о 
действиях в LMS BlackBoard 538 студентов 
первого курса Инженерной школы Дальнево-
сточного федерального университета при изу-
чении дисциплины «Информационные техно-
логии». Дисциплина реализовывалась в фор-
мате смешанного обучения в 2018–2019 учеб-
ном году. Полностью на online платформе сту-
денты выполняли самостоятельную работу и 
контрольные задания текущей и промежуточ-
ной аттестации. Работа преподавателей была 
организована таким образом, что учет осталь-
ных видов деятельности и процесс взаимодей-
ствия со студентами по проверке заданий и 

проведения консультаций также осуществ-
лялся на online платформе. Всего на online 
платформе было реализовано 50 контрольных 
точек (элементов курса, которые предусмат-
ривают взаимодействие с обучающимся), объ-
единенных в 5 модулей. 

Переменные исследования. Независи-
мые переменные, используемые в моделях 
прогнозирования, и их описание приведено в 
таблице 1. На выполнение каждого кон-
трольно-измерительного задания студенту от-
водилось некоторое время, вычисление пока-
зателей осуществлялось непосредственно по-
сле окончания срока (для раннего прогнозиро-
вания) и по окончанию изучения модуля (для 
прогнозирования успешности следующих по-
токов обучающихся).  

Описание модели для раннего прогнози-
рования. Для раннего прогнозирования успеш-
ности обучения проводилась классификация 
студентов на группы методом машинного обу-
чения Random Forest. Количество групп может 
быть любым, в данном исследовании исполь-
зовались три группы: 

1 группа – высокий уровень успешности;  
2 группа – средний уровень успешности; 
3 группа – низкий уровень успешности. 

Классификация методом Random Forest ос-
нована на задаче классификации с учите-

лем. Формально эту задачу можно описать в 
следующем виде. Пусть 𝑋𝑋 – множество опи-

саний объектов, 𝑌𝑌 – конечное множество 
номеров классов. Существует отображение 

𝑓𝑓:  𝑋𝑋 → 𝑌𝑌, значения которого известны 
только на объектах конечной обучающей 

выборки 𝑋𝑋𝑚𝑚 = (𝑥𝑥1,𝑦𝑦1), … , (𝑥𝑥𝑚𝑚, 𝑦𝑦𝑚𝑚), 𝑦𝑦𝑖𝑖 – но-
мера класса. Требуется построить алгоритм   
𝑓𝑓𝑎𝑎 ∶  𝑋𝑋 → 𝑌𝑌, способный классифицировать 

произвольный объект 𝑥𝑥 ∈ 𝑋𝑋. 
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Таблица 1 
Описание независимых переменных 

Table 1 
Predictor Variables 

Переменная Описание 

𝑓𝑓1, (дни) своевременность выполнения: значение показателя равно 0, если задание выполнено в 
определенный преподавателем интервал времени, в противном случае – количество дней 
от даты окончания периода и до первой выполненной попытки 

𝑓𝑓2, (%) результативность, определяется как максимальный результат всех попыток в определен-
ный интервал времени, если задание выполнено вовремя, или средний результат попы-
ток, в противном случае 

𝑓𝑓3, (час) периодичность и непрерывность выполнения заданий, определяется как время, проведен-
ное студентом на курсе в заданный период времени 

𝑓𝑓4, (%) самостоятельность выполнения, вычисляется как отношение количества результативных 
попыток к общему количеству попыток (если студент выполняет слишком много нере-
зультативных попыток, скорее всего он использует недобросовестные методы выполне-
ния: ищет известные задания и пользуется готовыми ответами) 

𝑓𝑓5, (балл от 1 
до 10) 

результат собеседования и ответов на вопросы, используется только для тех заданий, ко-
торые проверяются преподавателем, для заданий, проверяемых автоматически, этот по-
казатель одинаков для всех студентов 

В нашем случае объект представляет со-
бой признаковый вектор 𝑥𝑥 =
(𝑓𝑓1(𝑥𝑥),  𝑓𝑓2(𝑥𝑥), … ,𝑓𝑓𝑛𝑛(𝑥𝑥)), каждый элемент кото-
рого является числовым значением и описы-
вает некоторый аспект поведения студента 
при выполнении контрольно-измерительного 
задания. А обучающая выборка строится на 
основе сформулированных преподавателем 
набором правил для каждой независимой пе-
ременной. Перед применением классификаци-
онного алгоритма все входные данные норми-
ровались. 

Описание модели прогнозирования для 
следующих групп обучающихся. После выпол-
нения каждого контрольно-измерительного 
инструмента студенты могут переходить из 
одной из одной группы успешности освоения 
дисциплины в другую. Отслеживая такие пе-
реходы по каждому студенту, можно рассчи-
тать вероятности переходов между группами 

по каждому контрольно-измерительному эле-
менту. Это позволит применить классическую 
модель Маркова для прогнозирования успеш-
ности студентов, проходящих обучение в сле-
дующий период времени. 

Пусть дисциплина содержит 𝑛𝑛  кон-
трольно-измерительных инструментов. Для 
анализа успешности выполнения r-го кон-
трольно-измерительного инструмента 
(𝑟𝑟 =  2. .𝑛𝑛 ) строится ориентированный граф, 
вершины которого соответствуют номерам 
групп, а дуги – количествам переходов студен-
тов из одной группы в другую после выполне-
ния задания 𝑟𝑟 по отношению к распределению 
студентов после выполнения задания r-1. Мат-
рица смежности графа для r-го контрольно-из-
мерительного инструмента имеет вид: 

𝐴𝐴𝑟𝑟 = �
𝑎𝑎11𝑟𝑟 𝑎𝑎12𝑟𝑟 𝑎𝑎13𝑟𝑟
𝑎𝑎21𝑟𝑟 𝑎𝑎22𝑟𝑟 𝑎𝑎23𝑟𝑟
𝑎𝑎31𝑟𝑟 𝑎𝑎32𝑟𝑟 𝑎𝑎33𝑟𝑟

�, 
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где 𝑎𝑎𝑖𝑖𝑖𝑖𝑟𝑟  – количество переходов студентов из 
группы 𝑖𝑖 в 𝑗𝑗 после прохождения r-го инстру-
мента. 

Вероятности переходов студента из од-
ной группы в другую определяются матрицей 
𝑃𝑃𝑟𝑟, каждый элемент которой вычисляется по 
формуле: 

 𝑝𝑝𝑖𝑖𝑖𝑖𝑟𝑟 =
𝑎𝑎𝑖𝑖𝑖𝑖𝑟𝑟

𝑆𝑆𝑖𝑖𝑟𝑟
, 𝑆𝑆𝑖𝑖𝑟𝑟 = �𝑎𝑎𝑖𝑖𝑖𝑖𝑟𝑟

3

𝑗𝑗=1

. (1) 

Таким образом, для курса, состоящего из 
𝑛𝑛  контрольно-измерительных инструментов, 
строится 𝑃𝑃2,𝑃𝑃3, … ,𝑃𝑃𝑛𝑛 матриц переходов, каж-
дая из которых описывает дискретную цепь 
Маркова. Матрицу переходов по группам 
успешности, например, для модуля, включаю-
щего контрольно-измерительные инстру-
менты от 𝑟𝑟1 до 𝑟𝑟2, можно вычислить по фор-
муле: 

 𝑃𝑃 = � 𝑃𝑃𝑖𝑖
𝑟𝑟2

𝑖𝑖=𝑟𝑟1+1

. (2) 

Имея матрицы перехода 𝑃𝑃2,𝑃𝑃3, … ,𝑃𝑃𝑛𝑛 , 
можно прогнозировать вероятность распреде-
ления студентов по группам успешности при 

повторном прохождении курса (другими сту-
дентами или в следующем учебном году). 
Если после выполнения заданий r-ого кон-
трольно-измерительного задания распределе-
ние студентов по группам соответствует век-
тору вероятности а𝑟𝑟���⃗ , можно вычислить вектор 
а𝑘𝑘����⃗  – вероятность распределения студентов по-
сле выполнения k-ого задания, используя со-
отношение: 

 
а𝑘𝑘����⃗ = � � 𝑃𝑃𝑗𝑗

𝑘𝑘

𝑗𝑗=𝑟𝑟+1

� ∙ а𝑟𝑟���⃗ ,

𝑘𝑘 = 𝑟𝑟 + 1, . . ,𝑛𝑛 

(3) 

Результаты исследования 
Для раннего прогнозирования успешно-

сти обучения классификация студентов осу-
ществлялась после выполнения каждого кон-
трольно-измерительного инструмента. В таб-
лице 2 приведены результаты классификации 
в соотнесении с группой успеваемости по од-
ному из обучающих тестов самостоятельной 
работы. На рисунке 2а показана проекция 
классифицируемой выборки по двум призна-
кам ( 𝑓𝑓2  – результативность, 𝑓𝑓3 – периодич-
ность), а на рисунке показан 1b результат обу-
чения классификатора для этих же признаков.  

 
Таблица 2 

Результат классификации после выполнения обучающего теста 
Table 2 

The classification prediction after completing a learning test 

Группа 
Всего студентов в 

группе успешности 
Отл Хор Уд 

1 229 137 73 19 
2 180 56 92 32 
3 127 19 49 61 

Всего студентов  
в группе успеваемости 

212 214 112 
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а) b)  
Рис. 2. а) Проекция классифицируемой выборки; b) Обучающая выборка 

Fig. 2. a) The classification prediction; b) Training dataset 
 
Из таблицы видно, что более 84 % сту-

дентов, попавших в 1 и 2 группы успешности, 
получили на экзамене 4 или 5. Причем группа 
с высокой успешностью состоит из 60 % отлич-
ников и 32 % хорошистов. Также необходимо 
отметить, что 88 % студентов, не сдавших экза-
мен с первого раза, попали в группу 3.  

Мониторинг состава групп успешности 
со стороны преподавателя позволяет выявить 
потенциально «выпадающих» студентов за не-
сколько месяцев до итоговой аттестации, ко-
гда ситуацию еще можно исправить. Все сту-
денты, попавшие в 3-ю группу, входят в 

группу «риска» (для нашего теста их 127 чело-
век), о каждом из них формируется полный от-
чет об их деятельности на курсе и предостав-
ляется преподавателю.  

В таблице 3 приведен процент студен-
тов, отнесенных классификатором к группе 
3 с низким уровнем успешности в течение се-
местра определенное число раз, в соотнесении 
с полученной оценкой по дисциплине. Из таб-
лицы видно, что 95 % отчисленных студентов 
попадали в группу с низкой успешностью как 
минимум 6 раз, а вот только 16 % отличников 
оказывались в этой группе 1 или 2 раза. 

 
Таблица 3 

Результаты классификации для группы с низкой успешностью 
Table 3 

The classification prediction for a low successful group 

Группа студентов по успеваемости 
Процент студентов, попавших в группу 

указанное количество раз 
1–2 3–5 6–10 Больше 10 

Отчисленные студенты 100 100 95 89 

Студенты, получившие «неуд» 100 92 75 71 

Студенты, получившие «уд» 79 70 63 41 

Студенты, получившие «хор» 45 38 21 10 

Студенты, получившие «отл» 16 10 6 - 
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По окончанию изучения модуля вновь 
проводится классификация студентов на 
группы успешности для каждой контрольной 
точки, чтобы учесть результаты тех попыток, 
которые студенты выполнили не в заданный 
преподавателем интервал времени. На основе 
этих данных, используя формулу 1, были по-
строены матрицы переходов студентов по 
группам успешности (𝑃𝑃2,𝑃𝑃3, … ,𝑃𝑃𝑛𝑛 ). На ри-
сунке 3 показан граф вероятности переходов 
после выполнения обучающего теста в сравне-
нии с предыдущим заданием – лабораторной 

работой (рис. 2а). На рисунке видно, что сту-
денты первой группы с вероятностью в 68 % в 
ней и остались, это хороший показатель. А вот 
тот факт, что 81 % студентов с низкой успеш-
ностью остались в своей группе, говорит о 
том, что с 3-ей группой студентов не было 
проведено необходимой работы со стороны 
преподавателя. Более 24 % студентов от об-
щей численности понизили свою группу 
успешности (32 % студентов первой группы и 
30 % второй) и только 10 % ее повысили (16 % 
студентов второй группы и 18 % третьей).  

 

 
 

Рис. 3. Марковская цепь, для описания переходов между группами  
успешности по обучающему тесту 

Fig. 3. Markov chain for transitions between learning success groups for training test 
 
На основе этих данных можно предполо-

жить, что обучающий тест слишком труден 
для студентов, и преподавателю для следую-
щих потоков студентов или в следующем 
учебном году следует либо добавить дополни-
тельные разъяснения к заданиям, либо изме-
нить его характеристики.  

На рисунке 4 показан граф, построенный 
по матрице переходов, вычисленной по фор-

муле 2, для модуля. Модуль состоял из 10 кон-
трольно-измерительных заданий. Анализируя 
граф, можно сделать вывод, что с вероятно-
стями 75 %, 54 % и 63 % студенты сохраняют 
свою группу успешности. Для первой группы 
– это хороший показатель, а процент студен-
тов, с низкой успешностью, требует дополни-
тельных мер со стороны преподавателя.  
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Рис. 4. Марковская цепь, для описания переходов между группами успешности по модулю 
Fig. 4. Markov chain for transitions between learning success groups for module 

 
Наличие матриц перехода для каждого 

контрольно-измерительного инструмента за 
предыдущий учебный год позволяет выпол-
нить прогнозирование успешности прохожде-
ния курса студентами в следующем учебном 
году. Так, имея вектор распределения студен-
тов для i-го контрольно-измерительного ин-
струмента текущего года, например,  
𝑎𝑎𝚤𝚤���⃗
𝑇𝑇 = (0,38 0,41 0,21) , и матрицу переходов 

𝑃𝑃𝑖𝑖+1 предыдущих лет, можно прогнозировать 
распределение студентов текущего года после 
его выполнения 𝑖𝑖 + 1  контрольно-измери-
тельного инструмента. Вычисленный по фор-
муле 3, вектор имеет вид: 
 𝑎𝑎𝚤𝚤+1��������⃗ 𝑇𝑇 = (0,32 0,35 0,33), то есть вероятно 
уменьшение численности первой и второй 
группы за счет увеличения третьей. Это не яв-
ляется желательным результатом, преподава-
тель может изменить сроки, сложность или 
другие параметры 𝑖𝑖 + 1-го контрольно-изме-
рительного инструмента. 

 
Заключение  
Смешанное обучение представляет со-

бой новую образовательную парадигму, тех-
нической составляющей которой является 

наличие системы управления обучением 
(LMS), в которой могут быть организованы 
различные виды деятельности студентов: те-
стирование, самостоятельная работа, изучение 
теоретического материала и др. Все активно-
сти и достижения студента на online плат-
форме оставляют «цифровой след» и фиксиру-
ются в LMS. Анализ таких данных (учебная 
аналитика) позволяет прогнозировать успеш-
ность обучения студента. 

Проведенное исследование выявило сле-
дующие особенности прогнозирования: 

– прогнозирование должно осуществ-
ляться на основе критериев, определяющих 
успешность обучения, таких как своевремен-
ность, результативность, непрерывность, са-
мостоятельность; для всех факторов суще-
ствуют метрики, построенные на основе дан-
ных учебной аналитики; 

– классификацию студентов на группы 
успешности следует проводить для каждого 
контрольно-измерительного инструмента 
непосредственно после его выполнения сту-
дентами, чтобы своевременно выявить обуча-
ющихся «группы риска», нуждающихся в осо-
бом внимании со стороны преподавателя; 
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– необходимо накапливать информацию 
динамике переходов обучающихся между 
группами успешности, используя дискретные 

цепи Маркова, что позволит прогнозировать 
успешность обучения других потоков студен-
тов и в следующем учебном году. 
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Prediction of student performance in blended learning utilizing  
learning analytics data 

Abstract 
Introduction. This paper is devoted to predicting performance of students involved in blended 

learning. The objective of the research is to identify characteristics of predicting student performance 
in blended learning using learning analytics data. 

Materials and Methods. Primary methods used in the research are the following: theoretical 
analysis and generalization of previous studies, theoretical and practical methods of educational 
research, statistical processing of empirical data, machine learning and random events modelling. 

Results. The research has found that predication has to be based on the criteria which determine 
learning success. Metrics for the criteria can be obtained through learning analytics data. Students 
should be split into groups according to their academic performance every time they complete their 
assignments in order to identify low performers who require support from academic staff. In order to 
predict future performance more efficiently, we need to accumulate dynamics of how students get re-
classified into groups using discrete Markov Chains. 

Conclusions. Prediction of student performance based on learning analytics data allows to 
identify students who fall into high risk group, predict how students can be distributed among 
performance groups, and adopt teaching materials to student needs. 

Keywords 
Learning success; Blended learning; Learning management system; Learning analytics; 

Prediction; Classification; Discrete Markov Chains. 
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